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Аннотация. Севооборот способствует поддержанию устойчивых систем земледелия. Применение машинного 
обучения позволит более эффективно проектировать и прогнозировать продуктивность севооборотов. 
Традиционные методы обработки данных не отвечают требованиям интеллектуального земледелия. С целью 
оценки применения машинного обучения выполнено построение моделей прогнозирования продуктивности 
севооборотов на основе применения 6 алгоритмов: дерево решений (CART); случайный лес (RF); 
бутстрэп-агрегирование (Bagging); градиентный бустинг (Gradient Boosting); экстремальный градиентный 
бустинг (Baging XGBoost); искусственная нейронная сеть (ANN). В исследованиях использованы временные 
ряды данных по продуктивности 9 типов севооборотов на трех уровнях применения техногенных средств, 
полученные в лесостепи Приобья Новосибирской области Сибирским НИИ земледелия и химизации сельского 
хозяйства СФНЦА РАН в течение 1999-2019 гг. В качестве дополнительного предиктора в модели был 
включен показатель атмосферного увлажнения в виде стандартизированного индекса осадков (Standardized 
Precipitation Index – SPI), рассчитанный как средний показатель атмосферного увлажнения для мая-июля 
за ротацию каждого из анализируемых севооборотов. Установили, что модели, описывающие продуктивность 
севооборотов на основе алгоритмов ANN, Gradient Boosting и XGBoost, характеризовались наиболее 
высокими прогностическими способностями в зависимости от складывающихся условий атмосферного 
увлажнения и уровня интенсификации технологии возделывания (R2 = 0,90…0,93). Сравнительный анализ 
показал, что модель на основе экстремального градиентного бустинга демонстрирует наилучшие показатели 
с коэффициентом детерминации (R2) 0,93, среднеквадратичной ошибкой (RMSE) 2,34 и средней абсолютной 
ошибкой (MAE) 1,81. Продемонстрирована возможность применения методов машинного обучения в качестве 
эффективного инструментария для прогнозирования продуктивности севооборотов.
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искусственный интеллект
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Abstract. Crop rotation contributes to maintaining sustainable farming systems. The application of machine learning 
will enable more efficient design and prediction of crop rotation productivity. Traditional data processing methods 
do not meet the requirements of intelligent farming. To evaluate the application of machine learning, models 
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for predicting crop rotation productivity were built based on six algorithms: decision tree (CART), random forest (RF), 
bootstrap aggregating (Bagging), Gradient Boosting, extreme gradient boosting (XGBoost), and artificial neural 
network (ANN). The study used time series data on the productivity of nine types of crop rotations at three levels 
of technogenic inputs, obtained in the forest-steppe of the Ob region in Novosibirsk Oblast by the Siberian Research 
Institute of Agriculture and Chemicalization of Agriculture of the SFSCA RAS during 1999-2019. As an additional 
predictor, the model included an atmospheric moisture indicator in the form of the Standardized Precipitation 
Index (SPI), calculated as the average atmospheric moisture indicator for May-July over the rotation of each analyzed 
crop rotation. Models describing crop rotation productivity based on ANN, Gradient Boosting, and XGBoost 
algorithms were characterized by the highest predictive abilities depending on the prevailing atmospheric moisture 
conditions and the level of cultivation technology intensification (R2 = 0.90…0.93). Comparative analysis showed that 
the model based on extreme gradient boosting demonstrates the best performance with a determination coefficient (R2) 
of 0.93, root mean square error (RMSE) of 2.34, and mean absolute error (MAE) of 1.81. The possibility of applying 
machine learning methods as an effective tool for predicting crop rotation productivity has been demonstrated.
Keywords: crop rotation, crop rotation productivity, forecast, forecasting, machine learning, artificial intelligence
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Введение
Севооборот играет центральную роль в поддержа-

нии устойчивых систем земледелия. Это связано с тем, 
что урожайность каждой культуры, а также количество 
и тип ресурсов, необходимых для достижения плани-
руемой урожайности, зависят не только от технологии 
возделывания каждой культуры, но и от долгосрочного 
воздействия культурооборота на физические, химиче-
ские и биологические факторы окружающей среды, 
плодородие и фитосанитарное состояние почв. Эти 
эффекты в первую очередь определяются сочетанием 
видов сельскохозяйственных культур, частотой их вы-
ращивания и последовательностью, а также остаточ-
ными эффектами в межвегетационные периоды. Се-
вооборот или сочетание севооборотов в хозяйстве об-
условливают достаточно фиксированные потребности 
в производственных ресурсах: рабочей силе, технике, 
складских помещениях и т.д., а также в движении де-
нежных средств. Поэтому выбор возделываемых куль-
тур и их размещение по территории землепользования 
в контексте природных и социально-экономических 
условий хозяйствования на заданном горизонте пла-
нирования лежат в основе управления системой зем-
леделия [1, 2]. В этих решениях сконцентрирована вся 
сложность, связанная с рациональной организацией 
территории землепользования и формированием си-
стемы земледелия на уровне конкретного хозяйства. 
Правильно спроектированный и последовательно 
осуществленный севооборот позволяет не только пре-
дотвратить деградацию почв, но и мобилизовать пита-
тельные вещества в почве, прервать циклы болезней 

и ограничить распространение сорняков и вредителей. 
Как правило, это отражается на урожайности культур 
и качестве готовой продукции [3-6].

В отечественном научном дискурсе исследования 
по проблемам севооборотов связаны в основном с оп-
тимизацией структуры землепользования и террито-
риальной организацией севооборотов с помощью ли-
нейного программирования [7-11]. Проектирование 
севооборотов рассматривалось как статичная концеп-
ция, в которой решение принимается только один раз 
при планировании севооборотов, и чаще всего было 
основано на процедуре оптимизации нескольких 
или одного (например, экономического) критериев. 
Учет неопределенности информации определялся 
в качестве стохастических факторов или вероятно-
сти возникновения, но эта вероятность оставалась 
статической независимо от динамичной эволюции 
различных ограничений.

В настоящее время в целях научного обеспечения 
интеллектуального земледелия возникает необходи-
мость усилить исследования по применению машин-
ного обучения, которое является подмножеством ис-
кусственного интеллекта. С помощью традиционных 
методов обработки данных невозможно удовлетворить 
постоянно растущие требования интеллектуального 
земледелия, что является важным препятствием для 
извлечения ценной информации из полевых опы-
тов научных и учебных учреждений. Исследований 
в этой области недостаточно, а имеющиеся в отече-
ственной научной литературе касаются в основном 
прогнозирования урожайности сельскохозяйственных 
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культур с использованием методов глубокого машин-
ного обучения. В качестве примера можно привести ра-
боты, в которых используется искусственная нейронная 
сеть (ИНС) с алгоритмом обратного распространения 
ошибки [12], ИНС в форме многослойного персептрона 
MLP [13, 14] и ИНС глубокого обучения со сверточны-
ми слоями (СНС) [15]. Статей по использованию алго-
ритмов машинного обучения для прогнозирования про-
дуктивности севооборотов на основе данных длитель-
ных временных рядов полевых опытов в отечественных 
библиографических базах нами не обнаружено.

В англоязычной литературе исследования по дан-
ному направлению представлены довольно широко. 
В публикациях подчеркивается, что существенные 
достижения в обработке данных были получены 
при использовании методов машинного обучения, 
которые отличаются их способностью обрабатывать 
различные типы входных данных и решать нелиней-
ные задачи [16, 17]. Кроме того, машинное обучение 
в отличие от глубокого обучения позволяет прово-
дить его на небольших наборах данных и опирается 
на вмешательство человека для классификации дан-
ных и выделения атрибутов. Машинное обучение 
функционирует как послушный робот. Закономер-
ности в данных анализируются для дальнейшего их 
прогноза [18]. Для формирования прогнозных (пре-
диктивных) моделей различных объектов сельско-
го хозяйства используются следующие алгоритмы: 
дерево решений (DT) [19]; случайный лес (RF) [20]; 
метод опорных векторов (SVM) [21]; регрессия гаус-
совского процесса (GPR) [22]; метод K-ближайших 
соседей (KNN) [23]; ансамблевые методы, включаю-
щие в себя различные варианты бустинга [24], и др.

Цель исследований: создание прогнозных моде-
лей продуктивности севооборотов на основе различ-
ных алгоритмов машинного обучения и оценки их 
предиктивной способности.

Материалы и методы
Машинное обучение проводили с использовани-

ем данных временных рядов длительных полевых 
опытов, выполненных в лесостепи Приобья Новоси-
бирской области Сибирским НИИ земледелия и хи-
мизации сельского хозяйства СФНЦА РАН в течение 
1999-2019 гг. (табл. 1). В опытах изучалось 9 типов се-
вооборотов, ориентированных на производство зерна: 
A – бессменная пшеница; B – зерновой; C – зерновой 
с бобовыми (вико-овес на зерно); D – зерновой с маслич-
ными (рапс); E – зернопаровой с яровыми культурами; 
F – зернопаровой с озимой рожью; G – зернотравяной 
с озимой рожью и донником; H – зернотравяной (кле-
вер); I – зернотравяной (вико-овес на з/м). Все севообо-
роты реализованы во времени и пространстве в 3-крат-
ной повторности на делянках площадью 475 м2, всего 
экспериментальных полей севооборотов – 104. В рас-
четах использованы временные ряды продуктивности 
севооборотов, полученные на трех уровнях примене-
ния техногенных средств: 1 – без удобрений и пестици-
дов; 2 – удобрения + гербици; 3 – удобрения + фунги-
цид + гербицид + инсектицид. Для оценки продуктив-
ности севооборотов был произведен перерасчет факти-
ческой урожайности возделываемых культур в зерновые 
единицы (з.ед.) с помощью коэффициентов перевода 
продукции растениеводства. Атмосферное увлажнение 
в годы проведения опытов учитывали с помощью стан-
дартизированного индекса осадков (Standardized Precip-
itation Index – SPI) [25], описываемого формулой:

	
, 

i

ip pSPI
p
−

= � (1)

где ip − фактическое количество осадков, зафиксиро-
ванное в определенный период времени i; p − общее 
среднее значение осадков за весь анализируемый пе-
риод; 

i
p − среднее значение осадков за период вре-

мени i [25].

Таблица 1
Фрагмент таблицы исходных данных, используемых для прогнозирования

Table 1
Fragment of the initial data table used for forecasting

Уровни 
интенсификации

Intensification  
levels

SPI
Тип севооборота
Crop rotation type

Выход ц з.ед/га  
площади севооборота
Grain output, hwt/crop  

rotation area, ha

1 –0,96 Бессменная пшеница / Continuous wheat 4,5
1 –0,29 Зернопаровой с яровыми культурами / Grain fallow with spring crops 10,7
2 0,35 Зерновой / Grain 14,0
2 0,32 Зерновой с масличными (рапс) / Grain with oilseeds (rape) 15,0
3 0,66 Зерновой с бобовыми (вико-овес на зерно) / Grain with legumes (vetch-oats for grain) 19,2
3 0,26 Зернопаровой с озимой рожью / Grain fallow with winter rye 25,6
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За основной SPI, участвующий в математических 
расчетах, принят средний показатель атмосферного ув-
лажнения мая-июля за 4 года ротации каждого из про-
анализированных севооборотов. Для расчетов SPI ис-
пользованы временные ряды по данным поста метео-
наблюдений г. Новосибирска (источником данных был 
web-ресурс «http://www.pogodaiklimat.ru»). Расчеты SPI 
выполнены в ПО Drought Indices Calculator (DrinC) с от-
крытым исходным кодом (https://drought-software.com).

Выбор методов статистического анализа данных 
был обусловлен особенностями структуры и харак-
тером распределения исходных данных: несоответ-
ствие модели нормальному закону распределения; 
сравнительно небольшой объем выборки; наличие 
дискретных и континуальных факторов, сложные 
нелинейные корреляционные связи. Исходный на-
бор данных включал в себя 462 наблюдения, которые 
были разделены на обучающую и тестовую выборки 
в соотношении 80 и 20% соответственно.

Для предварительной обработки данных и выявле-
ния наиболее значимых признаков применяли методы 
непараметрической статистики. В наборе данных при-
сутствуют категориальные (тип севооборота, уровень 
интенсификации) и количественные (стандартизиро-
ванный индекс осадков SPI, продуктивность севообо-
ротов) характеристики. Связь типа севооборота с его 
продуктивностью оценивалась с помощью критерия 
Краскела-Уоллиса (H-test). Для оценки связи продук-
тивности севооборота с количественными характе-
ристиками применяли ранговый коэффициент корре-
ляции Спирмена и дисперсионный анализ (ANOVA). 
Уровень значимости (p-значение) оценивали на уровне 
0,05. В ходе исследований построены модели, включа-
ющие в себя дерево решений (алгоритм Classification 
and Regression Tree – CART), случайный лес (алгоритм 
Random Forest), бутстрэп-агрегирование (алгоритм Bag-
ging), градиентный бустинг (алгоритм Gradient boost-
ing) и его вариацию – экстремальный градиентный бу-
стинг (алгоритм EXtreme Gradient Boosting – XGBoost), 
а также искусственная нейронная сеть (ANN).

Дерево решений – это алгоритм машинного обучения, 
который строит модель классификации или регрессии 
в виде древовидной структуры, где каждый внутренний 
узел представляет собой условие на значения признаков, 
ветви отражают результат проверки, а листья содержат 
выходные значения [26]. Общий вид модели дерева ре-
шений можно представить следующей формулой:

	 ( ) ( )
1

,
M

m m
m

f x c x R
=

= ∈∑  � (2)

где x − входной вектор; mR − m-й регион (лист дерева); 
mc − константа, соответствующая региону ;mR −  ин-

дикаторная функция; M − общее число листьев [26].

Случайный лес – это ансамблевый метод машин-
ного обучения, который строит множество деревьев 
решений на случайных подвыборках обучающего на-
бора данных и усредняет результаты для повышения 
точности прогнозирования и контроля переобуче-
ния [27]. Общая формула модели случайного леса –

	 ( ) ( )
1

1 ,
N

n
n

f x f x
N =

= ∑ � (3)

где ( )nf x − n-е дерево решений; N − общее число де-
ревьев в ансамбле [27].

Бутстрэп-агрегирование – это ансамблевый ме-
тод машинного обучения, который комбинирует 
множество моделей, обученных на случайных под-
выборках исходного набора данных с помощью 
бутстрэпа, и усредняет их прогнозы для повышения 
точности и стабильности [28]. Общий вид модели 
бутстрэп-агрегирования:

	 ( ) ( )
1

1 ,
M

m
m

f x f x
M =

= ∑ � (4)

где ( )mf x − модель, обученная на n-й бутстрэп-выбор-
ке; M − общее число моделей в ансамбле [28].

Градиентный бустинг – это ансамблевый метод 
машинного обучения, который строит модель в виде 
ансамбля слабых предикторов, обычно деревьев ре-
шений, последовательно добавляя их к ансамблю 
и корректируя ошибки предыдущих моделей с помо-
щью градиентного спуска [29].

Экстремальный градиентный бустинг – это усо-
вершенствованный алгоритм машинного обучения, 
представляющий собой оптимизированную распреде-
ленную реализацию градиентного бустинга [29]. XG-
Boost эффективно применяет принципы параллельного 
построения деревьев решений (известного также как 
GBDT или GBM) в рамках парадигмы градиентного бу-
стинга. Общая формула модели градиентного бустинга:

	 ( ) ( )
1

,
M

m m
m

f x h x
=

= γ∑ � (5)

где ( )mh x − базовый предиктор (дерево решений); 
mγ − коэффициент усадки, регулирующий вклад каж-

дого дерева; M − число итераций бустинга [29].
Искусственная нейронная сеть – это модель ма-

шинного обучения, состоящая из взаимосвязанных 
узлов (нейронов), организованных в слои, которая 
может обучаться на данных для решения задач ре-
грессии и классификации [30]. Общий вид модели 
искусственной нейронной сети –

	
1

,
N

n n
n

y f w x b
=

 = + 
 ∑ � (6)

где nx − входные значения; nw − веса; b − смещение; 
f − функция активации; N − число входов [30].

https://drought-software.com
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Оценку производительности моделей проводили 
с использованием трех статистических параметров: 
MAE, RMSE и R2 соответственно, используя в каче-
стве известных параметров: y − истинное значение; 
y − прогнозируемое значение; y − среднее значение 
истинных значений; N − размер выборки.

MAE (Mean Absolute Error) – средняя абсолютная 
ошибка. Эта метрика измеряет среднее абсолютное 
отклонение прогнозируемых значений от истинных:

	 

1

1  .
N

i i
i

MAE y y
N =

= −∑ � (7)

RMSE (Root Mean Squared Error) – корень из сред-
неквадратичной ошибки. Это метрика, которая изме-
ряет стандартное отклонение ошибок между прогно-
зируемыми и истинными значениями:

	 ( )2

1

1  .
N

i i
i

RMSE y y
N =

= −∑ � (8)

2R  (R Squared) – коэффициент детерминации. Эта 
метрика измеряет долю дисперсии зависимой перемен-
ной, которая объясняется независимыми переменными. 
Он может принимать значения от 0 до 1, где 1 означает 
идеальное совпадение прогнозов и истинных значений:
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Статистические расчеты и графические построения 
выполнены средствами языка программирования Py-
thon в интерактивном блокноте Jupyter, а также сред-
ствами языка программирования для статистической 
обработки данных и работы с графикой R в интегри-
рованной среде разработки R-Studio. Модели продук-
тивности севооборотов реализованы в авторской про-
грамме Crop Yield Analysis & Forecast (CYAF) [31, 32].

Результаты и их обсуждение
Концептуализация подхода «Прогнозирование про-

дуктивности севооборотов», представляющая деталь-
ную информацию из 8 основных шагов от этапа подго-
товки данных – формирования архитектуры, обучения 
и тестирования моделей – к прогнозированию продук-
тивности севооборотов, представлена на рисунке 1.

Ключевыми этапами исследований являются:
1. Сбор и предобработка данных включая форми-

рование временных рядов продуктивности севообо-
ротов и атмосферного увлажнения (SPI).

2. Анализ данных и инжиниринг признаков для 
выявления значимых предикторов и формирования 
репрезентативного набора данных.

3. Выбор и оптимизация моделей машинного обу-
чения включая линейные модели, ансамблевые мето-
ды и нейронные сети.

4. Оценка и интерпретация результатов с исполь-
зованием метрик эффективности (RMSE, MAE, R²) 
и методов интерпретации моделей.

Особое внимание уделяется этапу обучения и оп-
тимизации моделей, когда для повышения точности 
прогнозирования применяются методы кросс-вали-
дации и подбора гиперпараметров. Итеративный ха-
рактер процесса обеспечивается обратными связями 
между этапами, позволяя корректировать выбор при-
знаков и настройки моделей на основе полученных 
результатов. Заключительные этапы включают в себя 
развертывание модели и ее непрерывное улучше-
ние, что обеспечивает практическую применимость 
и адаптивность подхода к изменяющимся агроэколо-
гическим условиям.

На основе эвристического подхода были выде-
лены признаки, определяющие продуктивность се-
вооборотов. Предварительный анализ данных выя-
вил статистически значимую связь (p < 0,05) между 
продуктивностью севооборотов и тремя факторами: 
атмосферным увлажнением, выраженным через SPI; 
уровнем интенсификации технологии возделывания; 
типом севооборота. Графики зависимости демон-
стрируют характер этих взаимосвязей (рис. 2).

Анализ графиков зависимости продуктивности 
севооборотов от ключевых факторов в лесостепи 
Приобья за период 1999-2019 гг. выявил следующие 
закономерности:

1. Влияние атмосферного увлажнения (рис. 2а). 
Наблюдается линейная зависимость между стандар-
тизированным индексом осадков (SPI) и продуктив-
ностью севооборотов (p < 0,05), что указывает на уме-
ренную положительную связь двух переменных. 
С увеличением SPI наблюдается пропорциональный 
рост продуктивности севооборотов, что подчеркивает 
лимитирующую роль влагообеспеченности для усло-
вий лесостепной зоны юга Западной Сибири.

2. Влияние уровня интенсификации (рис. 2б). Гра-
фик демонстрирует устойчивый рост продуктивно-
сти при переходе от низкого к высокому уровню ис-
пользования техногенных ресурсов (интенсификация 
земледелия). Это свидетельствует о значительном 
потенциале повышения урожайности культур в се-
вообороте за счет интенсификации агротехнологий.

3. Влияние типа севооборота (рис. 2в). Наблю-
даются существенные различия в продуктивности 
между различными типами севооборотов. Наи-
большая продуктивность получена при реализации 
зернотравяных севооборотов, особенно с включе-
нием клевера (тип H) и комбинации озимой ржи 
с донником (тип G). За ними следуют зернотравяной 
с вико-овсом на з/м (I), зерновой с бобовыми (C), 
зернопаровой с озимой рожью (F), зерновой (B), 
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зернопаровой с яровыми культурами (E), зерновой 
с масличными (D), и наименее продуктивным оказа-
лось бессменное возделывание пшеницы (A).

Высокая продуктивность зернотравяных севообо-
ротов может быть объяснена благоприятным воздей-
ствием многолетних трав на структуру и плодородие 
почвы, а также обогащением почвы азотом за счет 
симбиотической азотфиксации на бобовых. Низкая 
эффективность бессменного возделывания пшеницы 
подтверждает необходимость научно обоснованного 
чередования культур.

Метрика важности переменных модели случайного 
леса, измеряющая среднее снижение точности при пе-
рестановке входных признаков [27], показала значимые 
результаты для всех выбранных предикторов (рис. 3).

Результаты анализа важности отдельных при-
знаков с помощью алгоритма RF показали, что ат-
мосферное увлажнение, выраженное через «SPI», 
обладает наибольшим значением чистоты узла. Это 
свидетельствует о его ключевой роли при прогнози-
ровании продуктивности севооборотов. Перемен-
ные «уровень интенсификации» (характеризующий 
комплексность использования техногенных ресур-
сов) и «тип севооборота» (зерновые, зернопаровые, 
зернотравяные и др.) также являлись статистически 
значимыми (во всех случаях p <0,05), но их вклад 
в увеличение чистоты узлов несколько меньший, чем 
у «SPI». Результаты предварительной работы были 
использованы в дальнейшем при построении предик-
тивных моделей продуктивности севооборотов.

Рис. 1. Концептуальная основа исследования, объясняющая методологию проектирования  
предиктивных моделей для прогнозирования продуктивности севооборотов с использованием  

временных рядов данных многолетних стационаров СФНЦА РАН и методов машинного обучения
Fig. 1. Conceptual framework of the study, explaining the methodology for designing predictive models to forecast crop  

rotation yield using time series data from long-term stationary experiments of SFSCA RAS and machine learning methods
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Оценка точности и предиктивной способности 
моделей осуществлена с помощью основных стати-
стических метрик (табл. 2).

Установлено, что модель XGBoost превзошла дру-
гие алгоритмы прогнозирования. Для нее характерны 
наименьшие значения MAE и RMSE, а также наиболь-
ший показатель R2, что демонстрирует ее высокую 
эффективность в прогнозировании продуктивности 
севооборотов. Значения MAE и RMSE, полученные 
в моделях CART, RF и Bagging, не имели статистиче-
ски значимых различий (H-test > 0,05). Значения R2 для 
этих моделей находились в диапазоне 0,80…0,85.

На основе анализа значений MAE, RMSE 
и R2 модель CART характеризовалась наиболее низкой 

способностью к прогнозированию продуктивности се-
вооборотов. В сравнении с высокой эффективностью 
ансамблевых и нейросетевых методов (Gradient Boost-
ing, XGBoost, ANN) модель CART продемонстриро-
вала относительно высокие значения MAE и RMSE. 
Это указывает на практическую склонность данного 
алгоритма к переобучению, а также на ограниченную 
способность к генерализации результатов в контексте 
изменчивости данных. Модель искусственной ней-
ронной сети характеризовалась сопоставимыми зна-
чениями с ансамблевыми методами по показателям 
MAE и RMSE, но не достигла ожидаемых показателей 
прогностической точности, что обусловлено, видимо, 
ограниченностью объема обучающих данных.

Рис. 2. Зависимость показателя продуктивности севооборотов от атмосферного увлажнения (а),  
уровня интенсификации (б), типа севооборота (в):  

A – бессменная пшеница; B – зерновой; C – зерновой с бобовыми (вико-овес на зерно); D – зерновой с масличными (рапс);  
E – зернопаровой с яровыми культурами; F – зернопаровой с озимой рожью; G – зернотравяной с озимой рожью и донником;  

H – зернотравяной (клевер); I – зернотравяной (вико-овес на з/м)
Fig. 2. Graphical relationship between crop rotation productivity indicators and selected predictors – atmospheric moisture (a),  

intensification level (b), type of crop rotation (c): 
A – continuous wheat, B – grain, C – grain with legumes (vetch-oats for grain), D – grain with oilseeds (rapeseed),  
E – grain-fallow with spring crops, F – grain-fallow with winter rye, G – grain-grass with winter rye and melilot,  

H – grain-grass (clover), I – grain-grass (vetch-oats for green mass)

Рис. 3. Результаты анализа важности отдельных признаков с помощью алгоритма RF
Fig. 3. Analysis results showing the importance of individual factors (based on the RF algorithm)
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Значения продуктивности севооборотов для раз-
личных предиктивных моделей, полученные на ос-
нове применения алгоритмов RF, CART и Bagging, 
имеют наибольшую вариативность и отражают менее 
стабильное прогнозирование (рис. 4). Модели, по-
строенные с помощью алгоритмов Gradient Boosting, 

XGBoost и нейронная сеть ANN, продемонстрирова-
ли максимально близкое совпадение значений с ли-
нией идеального соответствия, что указывает на их 
высокую прогностическую способность.

По результатам исследования различных алго-
ритмов машинного обучения установлено явное 

Таблица 2
Результаты оценки точности предиктивных моделей

Table 2
The results of evaluating the accuracy of predictive models

Модель / Model
Метрики оценки точности моделей
Metrics for assessing model accuracy

MAE RMSE R2

Дерево решений (CART) / Decision Tree (CART) 3,15 3,99 0,80
Случайный лес (RF) / Random Forest (RF) 2,91 3,86 0,81
Бутстрэп-агрегирование (Bagging) / Bootstrap Aggregation (Bagging) 2,70 3,47 0,85
Градиентный бустинг (Gradient Boosting) / Gradient Boosting 1,87 2,43 0,92
Экстремальный градиентный бустинг (XGBoost) / Extreme Gradient Boosting (XGBoost) 1,81 2,34 0,93
Искусственная нейронная сеть (ANN) / Artificial Neural Network (ANN) 1,98 2,88 0,90

Рис. 4. Диаграммы рассеяния прогнозных и фактических значений продуктивности,  
полученные с помощью различных алгоритмов машинного обучения:  

точки – фактические (ось X) и прогнозные (ось Y) значения продуктивности севооборотов;  
диагональная линия (y = x) – случаи, когда прогнозные значения в точности совпадают с фактическими;  

серая область вокруг линии тренда – 95%-ный доверительный интервал
Fig. 4. Scatter plots of predicted and actual productivity values obtained using various machine learning algorithms: 
points – actual (X-axis) and predicted (Y-axis) values of crop rotation productivity; diagonal line on the graph (y = x line) –  

cases where predicted values exactly match actual values; gray area around the trend line – 95% confidence interval
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преимущество ансамблевых (Gradient Boosting, XG-
Boost) и нейросетевой (ANN) моделей в общей точно-
сти прогнозирования продуктивности севооборотов. 
Преимущество данных моделей отмечалось и в дру-
гих исследованиях – например, при прогнозирова-
нии урожайности кукурузы и ее гибридов [33, 34], 
а в работе [35] особо подчеркнута эффективность 
модели регрессии XGBoost с точностью прогноза 
93,8%. В наших исследованиях относительно вы-
сокие прогностические показатели моделей ANN, 
Gradient Boosting и XGBoost были достигнуты на ос-
нове использования наблюдений многолетних поле-
вых стационарных опытов, однако данные модели 
обычно классифицируются как «черный ящик», по-
скольку способы получения прогнозов не являются 
непосредственно очевидными и им обычно не хвата-
ет прозрачности и интерпретируемости [36]. Поэтому 
для решения проблемы интерпретируемости моделей 
машинного обучения в последнее время развиваются 
искусственный интеллект и различные инструменты, 
а именно интерпретируемое машинное обучение [37].

В мировой науке по исследованию применения ма-
шинного обучения (в последнее время – преимуще-
ственно глубокого) для прогнозирования различных 
предметных областей сельского хозяйства осущест-
вляется практика включения широкого комплекса 
информации о состоянии растительного покрова 
и свойствах почвы, фенологических наблюдениях, 
агроклиматических условиях местности и др., что 
позволяет повысить точность предиктивных моделей 
до относительно высоких значений [38, 39]. Модели 
с включением детализированной информации о рабо-
чем участке, культурах и окружающей среде с исполь-
зованием данных временных рядов полевых опытов 
также позволяют повысить предсказательную способ-
ность алгоритмов машинного обучения. Поэтому мно-
гоуровневая параметризация предиктивных моделей, 
повышение точности предсказаний и их локальная 

адаптация требуют большего количества агроэколо-
гических данных о возделываемых культурах и окру-
жающей среде, которые можно получить с помощью 
различных методов мониторинга на конкретном про-
странственном объекте [40]. При этом нативный, прок-
симальный и дистанционный мониторинг становятся 
безальтернативным подходом в контексте использова-
ния методов искусственного интеллекта для форми-
рования цифровых систем поддержки принятия реше-
ний в земледелии и масштабирования пространства.

Выводы
В результате реализации 6 моделей машинного 

обучения для прогнозирования продуктивности сево-
оборотов оценена точность их предиктивной способ-
ности. Модели продуктивности севооборотов на ос-
нове алгоритмов ANN, Gradient Boosting, XGBoost 
обладали наиболее высокими прогностическими 
способностями в зависимости от типа севооборота, 
атмосферного увлажнения и уровня интенсификации 
технологии возделывания (R2 = 0,90…0,93). Высокая 
эффективность применения ансамблевых и нейросе-
тевых методов объясняется их способностью решать 
нелинейные задачи взаимодействия, включенные 
в модели признаков. Модель на основе экстремально-
го градиентного бустинга демонстрирует наилучшие 
показатели с коэффициентом детерминации (R2) 0,93, 
среднеквадратичной ошибкой (RMSE) 2,34 и средней 
абсолютной ошибкой (MAE) 1,81.

Продолжением исследований могут стать разра-
ботка и адаптация гибридных прогнозных моделей 
продуктивности севооборотов, которые будут бази-
роваться на интеграции многоуровневой параметри-
зации экспертных знаний в земледелии и методов 
машинного обучения. Мониторинговые исследова-
ния агрофитоценозов могут стать безальтернатив-
ным решением проблемы нехватки данных в области 
сельскохозяйственной науки и практики.
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